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Resumen

La detección automática de las avalanchas es una herramienta muy útil para poder redu-

cir los riesgos que generan estos desastres naturales. Aunque en la literatura existen distintos

métodos para la detección de avalanchas, su detección mediante infrasonido tiene algunas

ventajas frente a otro métodos, debido sobretodo al bajo nivel de atenuación de las ondas de

sonido de baja frecuencia al viajar a través de distintos materiales, lo que hace que pueda

ser detectado a varios kilómetros del lugar de donde sucedió la avalancha. La gran mayoría

de sistemas de detección por infrasonido en la literatura utilizan arreglos de sensores, estos

son caros y difíciles de implementar por lo que en este trabajo se hizo uso de un solo sensor,

las limitaciones que puede presentar un sistema compuesto de un solo sensor fueron com-

pensadas utilizando algoritmos de Machine Learning para las tareas de clasificación. Para

la implementación del sistema se recolectó data de infrasonido de más de 100 eventos de

avalanchas en la laguna Palcacocha, se realizó la búsqueda del patrón de características y el

algoritmo de entrenamiento para lograr la obtención del modelo de Machine Learning ópti-

mo, se hicieron pruebas entrenando modelos bajo distintos algoritmos llegando a la conclu-

sión de que el algoritmo óptimo es el de Support Vector Machine, logrando una efectividad

teórica del 92.27%. Luego, se implementaron, el procesamiento en tiempo real, el almace-

namiento de la data en una base de datos y la visualización de la data a fin de monitorear los

resultados de forma remota. Finalmente se hicieron pruebas piloto en la laguna Palcacocha,

obteniendo un porcentaje de efectividad en la detección de avalanchas del 86.47%. El siste-

ma desarrollado es definitivamente más barato y fácil de implementar que los sistemas que

utilizan arreglos de sensores, además de que se obtienen mejores resultados en la detección

a diferencia de otros que no utilizan Machine Learning.
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Abstract

The automatic avalanche detection is a useful tool for decreasing the risk that is gene-

rated from this natural disaster. Although differents methods for avalanche detection can be

found in the literature, infrasound detection has some advantages over other methods, mostly

because the low level of attenuation that the low frequency sound waves has while traveling

through diverse materials, this allows the remote detection to several kilometers from where

the avalanche was produced. The vast majority of infrasound detection systems in the lite-

rature use sensor arrays, these are expensive and difficult to implement so in this work just

one sensor was used, the limitations of using a single sensor was compensated with the use

of Machine Learning algorithms for the classification task. For the system implementation,

data from more than 100 avalanche ocurrences in the Palcacocha Lake was collected, the

feature pattern and the training algorithm to achieve the most optimal Machine Learning

model were searched, tests were made training models with differents algorithms, coming to

the conclusion that the most optimal algorithm is Support Vector Machine, thus, achieving

a theoretical accuracy of 92.27%. Then, real time processing, the data storage in a database

and the data visualization were implemented in order to monitor the results remotely. Fi-

nally, pilot tests were made in the Palcacocha Lake, achieving an accuracy of 86.47%. The

system developed in this work was definitely cheaper and easier to implement than systems

that use array sensors and, moreover, better results were found in the detection than other

systems that don’t use Machine Learning.
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Introducción

Las avalanchas de nieve amenazan la seguridad de personas e infraestructura, especial-

mente en el Perú, donde ya han sucedido distintos desastres relacionados a aludes y ava-

lanchas. Diferentes estrategias se han desarrollado en la literatura y el mercado para poder

reducir los riesgos que representan las avalanchas, estas incluyen monitoreo visual y detec-

ción temprana. El monitoreo visual, aunque es relativamente fácil de implementar no es una

solución definitiva, ya que se pierde visibilidad en distintas situaciones como durante niebla,

lluvia o en la noche, por otro lado, la detección automática es una solución más práctica ya

que no necesariamente depende de la visibilidad de la avalancha, sino de otras señales como

pueden ser el sonido o las vibraciones sísmicas producidas por las avalanchas. En el Perú,

particularmente, existen muy pocos sistema de monitoreo relacionados al tema de avalan-

chas, en este sentido, se ha planteado el presente trabajo, a fin de abordar esta problemática,

además de explorar un tema muy poco visto en el Perú.

La presente propuesta de investigación consiste en la implementación de un sistema de

detección de avalanchas en tiempo real en la laguna Palcacocha, este sistema será capaz de

detectar avalanchas aprovechando las señales de infrasonido que se generan cuando se pro-

duce un desprendimiento de masa glaciar, dicha detección se realizará mediante algoritmos

de Machine Learning a fin de optimizar las tareas de clasificación.
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I. Generalidades

1.1. Marco referencial

1.1.1. Titulo

“SISTEMA PARA DETECCIÓN DE AVALANCHAS USANDO UN SOLO SENSOR

INFRASÓNICO Y ALGORITMOS DE MACHINE LEARNING”

1.1.2. Responsable

Cristian Adriel Benites Condori

1.1.3. Asesor

MSc. Jorge Luis Arizaca Cusicuna

1.1.4. Ámbito Geográfico

El desarrollo de la tesis tendrá lugar en la laguna Palcacocha, que es una laguna de origen

glaciar de la Cordillera Blanca del Perú, esta se encuentra ubicada en el departamento de

Ancash, provincia de Huaraz .
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Figura 1: Escenario de desarrollo de la tesis.

1.2. Planteamiento del problema

1.2.1. Problemática

Las avalanchas de nieve son fenómenos naturales que pueden generar daños materiales e

incluso pueden costar vidas humanas, especialmente en el Perú, donde tenemos antecedentes

de tragedias como la ocurrida en la ciudad de Yungay el año 1970, la cuál trajo consigo

desastre y tomo la vida de 50000 personas, este problema latente se agravará aún más con el

paso del tiempo debido al calentamiento global y el deshielo de los glaciares; a todo esto se

añade la explosión demográfica y de infraestructura que se ha dado en estos últimos años en

los valles de alta montaña, que hacen que se incremente el peligro de una potencial pérdida

de vidas humanas y desastres de gran alcance [1].

En 1941, se produjo la ruptura de un dique de la laguna Palcacocha, como consecuencia

del desprendimiento de grandes masas de hielo de los Nevados de Pucaranra y Palcaraju;

este desprendimiento ocasionó un desborde violento de la laguna, el flujo de agua combinado

con las masas erosionadas de las laderas llegó a la ciudad de Huaraz, produciendo grandes

pérdidas tanto materiales como humanas cobrándose la vida de alrededor de 1800 personas

[2].
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Figura 2: Consecuencias del aluvión en la ciudad de Huaraz (1941).

Fuente: [2]

Como el desastre de 1941, existen varios sucesos parecidos a lo largo de la historia

de la ciudad Huaraz, y también podemos encontrar muchos ejemplos más a lo largo de

todo el territorio peruano. Existen muchos factores por los cuales estos desastres fueron

particularmente perjudiciales, pero uno de ellos es que nunca existió un sistema de alerta

temprana que pudiera haber ayudado a prevenir, como mínimo, la perdida de vidas humanas,

esto es algo que esta comenzando a cambiar en este nuevo siglo.[2].

Actualmente existen muchos sistemas de detección de avalanchas implementados en di-

ferentes lugares del mundo, incluso ya existen sistemas de detección comerciales, como el

que ofrece la empresa suiza Wyssen, cuyo sistema está basado en un arreglo de sensores

infrasónicos (IDA®), por supuesto esto con un costo económico bastante alto, que llega a

varios miles de dolares dependiendo de la complejidad de la zona del despliegue.

En Huaraz-Perú, en la laguna Palcacocha existe un sistema de monitoreo implementado

por el Instituto Nacional de Investigación en Glaciares y Ecosistemas de Montaña (INAI-

GEM), este sistema consiste de una estación meteorológica, una cámara de videovigilancia

y un sensor de nivel de agua en la laguna. El sensor de nivel sirve para monitorear el estado

de la laguna y poder prevenir un evento de desborde de agua; los sensores de la estación

meteorológica reporta data útil para el monitoreo de variables relacionados al clima en la

zona como son: temperatura, precipitación, humedad, velocidad de viento, etc. Estas dos he-
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rramientas son útiles para el propósito específico que fueron diseñados pero por si solas no

pueden ser utilizadas en la detección de avalanchas, para ello se requeriría de un análisis más

profundo de la data disponible, como podría ser la construcción de un modelo predictivo de

avalanchas a partir de las diferentes variables obtenidas de los sensores.

Por otro lado, también se dispone de un sistema de videovigilancia, este sistema es capaz

de monitorear en tiempo real los eventos que suceden en la laguna y los nevados, dentro de

su campo de visión, esto incluye avalanchas y desprendimientos de masas hacia la laguna,

aunque este sistema es muy útil, tiene las inconveniencias de que no es posible utilizarlo

cuando se presentan obstáculos visuales de la naturaleza como puede ser: neblina o falta de

visión durante la noche.

En resumen, aunque en el Perú siempre ha existido problemas relacionados a avalanchas

y desprendimientos de masas, aún no se cuenta con un sistema de monitoreo de avalanchas

que sea funcional durante las 24 horas del día, debido a que, entre otros factores, la sensi-

bilidad de los instrumentos que actualmente se han implementado no es adecuada para la

detección de las avalanchas, sobretodo en la noche.

1.2.2. Formulación del problema

¿De que manera podemos monitorear y detectar, durante las 24 horas del día en un en-

torno montañoso, los eventos de avalanchas y desprendimientos de masa sobre la laguna

Palcacocha a fin de poder prevenirlos y disminuir los riesgos de desastres relacionados a

estos?

1.2.3. Problema General

La falta de herramientas para la detección y monitoreo de eventos de avalancha en el

Perú que además funcionen de forma automática y efectiva durante las 24 horas del día.

1.3. Justificación

Los deslizamientos de nieve son un problema que siempre ha existido en el país, y aña-

dido a esto, el calentamiento global hace que el retroceso de los glaciares se acelere y se

formen lagunas glaciares, en consecuencia, no solo se incrementa el riesgo de avalanchas

sino también de aluviones generados por el desborde violento de las lagunas glaciares, esto
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significa un peligro para las poblaciones que habitan las partes medias y altas de los valles

de alta montaña [1].

El año 2007, el Instituto Geológico, Minero y Metalúrgico (INGEMMET), institución

adscrita al Ministerio de Energía y Minas, llevó a cabo el estudio de “Zonas Críticas por

Peligros Geológicos y Geohidrológicos en la Región Ancash”, este trabajo ha permitido

identificar y determinar el nivel de peligrosidad de distintos procesos de movimientos en

masa en la región Ancash, entre los que se encuentran las avalanchas de hielo [3].

Figura 3: Mapa de zonas seguras y rutas de evacuación ante aluviones en Huaraz – Inde-
pendencia.

Fuente: Proyecto Glaciares + [2]

Este es un panorama que se repite a lo largo de todo el territorio peruano como sucedió,

por ejemplo, en el aluvión en Santa Teresa el 23 de febrero del 2020 en el departamento del

Cusco, se supo que este siniestro fue provocado por un rompimiento de masa de roca y hielo,

que era proveniente del nevado Salkantay, y que cayó sobre sobre la laguna Salkantaycocha

provocando su desborde [4].

Conociendo esta realidad, los métodos de prevención y detección temprana de tales de-

sastres deben ser considerados una necesidad, esta investigación se ha planteado con la fi-

nalidad de abordar esta problemática. La detección de avalanchas no es un tema nuevo, en

diferentes países y a través de distintas investigaciones se han implementado distintas for-

mas de detección de avalanchas: con sensores sísmicos [5], con radares [6], y con sensores

infrasónicos [7], y también sistemas integrados comerciales [8].
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Para este trabajo se decidió utilizar infrasonido, debido a que presenta ciertas ventajas

con respecto a otros métodos de detección según comparativas realizadas en otros trabajos

[9] [10], principalmente el hecho de que la detección remota del infrasonido puede hacerse

a varios kilómetros de distancia desde donde sucedió la avalancha (hasta 3Km [11]) a dife-

rencia de un sensor sísmico que debe estar a una distancia cercana del lugar donde sucedió

la avalancha (menor a 100 m); en cuanto a la detección por radar; aunque la efectividad

de este método en cuanto a detección es superior y su distancia de detección es parecida a

la del método por infrasonido su instalación es mucho mas compleja y costosa, además de

que su rango de operación esta limitado a un sector definido mientras que los sensores de

infrasonido pueden detectar señales en un rango de 360°.

Muchos de los trabajos que se encuentran en la literatura con respecto a detección de

avalanchas por infrasonido que se realizaron hasta el momento se hicieron utilizando arre-

glos de sensores [12] [11] [13], por otro lado, sistemas que utilizan un solo sensor también

existen en la literatura, por ejemplo en algunos estudios se han comparado la efectividad y

las limitaciones de un sistema compuesto por un sensor en comparación de un arreglo de

sensores [14] [15], entre las limitaciones del uso de un solo sensor, esta el hecho de que no

se puede determinar la dirección de la avalancha, y también el bajo nivel de señal a ruido.

En este trabajo se plantea el uso de un solo sensor, tomando en cuenta las limitaciones

que eso implica. Para poder cubrir dichas limitaciones, se utilizará una herramienta que se

ha estado popularizando estos últimos años: La Inteligencia Artificial y el Machine Lear-

ning. Esta aproximación no es del todo nueva, existe un estudio donde se ha hecho uso de

Machine Learning para la detección de avalanchas por infrasonido y se ha demostrado que

utilizar esta tecnología puede disminuir significativamente los falsos positivos [16], aunque

cabe mencionar que para dicho estudio se empleo un arreglo de sensores, a diferencia de la

solución con un solo sensor que se plantea en este trabajo de investigación.

1.4. Antecedentes Generales

La detección de avalanchas utilizando infrasonido no es un tema nuevo, existen distintas

soluciones desarrolladas tanto por parte de investigadores como por parte del sector privado

con fines comerciales, se desarrollaran a continuación algunas de estas soluciones:
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1.4.1. Sistema de detección de avalanchas IDA®

Este es un sistema desarrollado por la empresa suiza Wyssen, permite monitorear la

actividad de avalanchas dentro de un radio de 3 a 5 Km. Este sistema esta basado en un

arreglo de sensores de infrasonido que consiste en 4 o 5 sensores que están desplegados en

forma de estrella alrededor de una unidad central. Usa algoritmos y filtros para diferenciar

avalanchas de otras fuentes de sonido.

Figura 4: Sistema de detección de avalanchas IDA® Infrasound Detection System.

1.4.2. Sistemas de monitoreo y alarma ante amenazas naturales

Geopraevent

La empresa Geopraevent desarrolla e implementa sistemas de monitoreo y alarma ante

varios tipos de amenazas naturales, de forma particular, también se encarga de sistemas de

monitoreo y detección de avalanchas de nieve, para ello utilizan no solo sensores de infra-

sonido, sino también de geófonos y radares, la información de estos sensores es procesada y

puede ser monitoreada a través de un portal web.
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Figura 5: Sistema de detección y monitoreo de avalanchas instalado por Geopraevent alre-

dedor de la montaña Piz Chapisun en el valle de Lower Engadin (Suiza).

1.4.3. Publicaciones científicas

El infrasonido ha sido estudiado para la detección de avalanchas desde los años 90 [17]

[18]. Aunque, debido a su bajo performance [19], nunca había sido un referente en la de-

tección de avalanchas en comparación de otros métodos de detección, uno de los factores

que ha mermado su desempeño desde prácticamente los inicios es el ruido inducido por el

viento en las mediciones. El viento puede generar ruido en todas las frecuencias del espectro

del infrasonido, además de que su naturaleza es aleatoria por lo que ha supuesto un gran

reto a resolver, entre las soluciones propuestas para solventar este problema están: el uso

de pantallas de viento (Windscreens) [20], arreglos de tubos (Pipe Arrays) [21], utilización

de arreglos geométricos de varios sensores para incrementar el nivel de señal a ruido [13],

siendo este último combinado con alguno de los otros, los métodos que más se utilizan.
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Figura 6: Arreglo de sensores utilizando un arreglo de tubos en cada sensor para disminuir

el ruido producido por el viento.

Fuente: Estación de Monitoreo de Infrasonido IS49, Tristan da Cunha, Reino Unido

En lo que respecta a los métodos de detección en sí, es decir, los métodos con los que se

pueden diferenciar las señales correspondientes a avalanchas de otras fuentes de infrasonido

(como serían los sismos, meteoros, truenos), se suelen utilizar algoritmos. El algoritmo más

utilizado en la detección por infrasonido está basado en umbrales [11] [19] [14], este consiste

en umbrales definidos dentro de los cuales deben encontrarse ciertos criterios cuantificables

de una señal para que esta pueda ser considerada como un evento de avalancha, por ejemplo:

que el evento detectado debe durar mas de 10 s, o que la amplitud pico de todos los sensores

debe ser mayor a 0.05 Pa [19], y demás criterios que varían entre los distintos estudios y

trabajos. Estos algoritmos tienen el problema particular de que ocasionan un alto porcentaje

de falsas alarmas, por ello ha surgido otras aproximaciones para solucionar este problema.

En una investigación realizada el año 2014 en un instituto suizo [16] se ha encontrado que el

porcentaje de falsas alarmas puede ser disminuido considerablemente si se utiliza algoritmos

de inteligencia artificial y Machine Learning, la efectividad de este estudio fue del 57%

para la detección de eventos de avalancha y del 10% de falsas alarmas, esto debido a que

avalanchas de nivel menor son difíciles de detectar.

Las técnicas de detección basadas en infrasonido son muy prometedoras, y aunque se
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hayan superado ya muchas limitantes en cuanto al desempeño de los sensores, la gran tarea

se encuentra ahora en la parte del procesamiento de señales.

1.5. Objetivos

1.5.1. Objetivo general

Implementar un sistema de detección de avalanchas de origen glaciar utilizando un solo

sensor de infrasonido en la laguna Palcacocha-Huaraz.

1.5.2. Objetivos específicos

Conocer el estado del arte respecto a los métodos de detección de avalanchas y los

algoritmos que se utilizan en el aprendizaje de maquina supervisado (Supervised Ma-

chine Learning).

Recolectar datos sobre eventos de avalanchas reales, mediante un sensor de infrasoni-

do adecuado, procurando la menor cantidad de ruido sobre la toma de datos.

Clasificar de forma automática los sonidos correspondientes a avalanchas de origen

glaciar mediante el desarrollo de un modelo de Machine Learning.

Monitorear de forma continua y remota las señales de infrasonido, además de detectar

en tiempo real los eventos de avalancha y desprendimientos de masa sobre la laguna

Palcacocha.

Determinar la efectividad del sistema de detección a través de la realización de pruebas

piloto.

1.6. Metodología de Investigación

1.6.1. Tipo de Investigación

La presente investigación se encuentra clasificada como una investigación de tipo apli-

cada, exploratoria, descriptiva y cuantitativa.

APLICADA, puesto que busca aportar en la solución a una problemática específica, que son
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las pocas herramientas que existen en el Perú para la prevención de desastres relacionados a

avalanchas; EXPLORATORIO, puesto que se busca examinar un tema que no se ha aborda-

do en el Perú como es la detección automática de avalanchas, utilizando un método novedoso

para este fin la inteligencia artificial y el Machine Learning; DESCRIPTIVA, puesto que se

busca especificar las características y patrones en los eventos de avalanchas reales de la data

recolectada; y CUANTITATIVA, puesto que en esta investigación la recolección de datos se

basa en instrumentos estandarizados, además de que la naturaleza de los datos es cuantitativa

(datos numéricos) y el análisis de estos datos es sistemático, estandarizado y posterior a su

recolección.

1.6.2. Método

El método que se usara es el experimental; en este método se manipula el valor de una

variable (variable independiente), para controlar el aumento o disminución de esta y observar

su efecto en otra variable (variable dependiente).

1.6.3. Identificación de Variables y sus Indicadores

1.6.3.1. Variables

Variable independiente: Modelo de Machine Learning

Variable dependiente: Detección de eventos de avalancha.

1.6.3.2. Indicadores

Indicadores de la variable independiente:

Indicador: Cantidad de datos de entrenamiento

Es la cantidad de ejemplos reales de algún evento o fenómeno que se utilizará para el

entrenamiento de un modelo de Machine Learning. Se calcula con un conteo simple.

Indicador: Vector de Características

En Machine Learning, una característica es una propiedad individual medible de un

evento o un fenómeno. Un conjunto de características forman un patrón que se utiliza-

rá en el entrenamiento de un modelo de Machine Learning. Este patrón toma un valor
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numérico y se representa mediante un vector, también llamado "Vector de caracterís-

ticas".

Indicadores de la variable dependiente:

Indicador: Número de verdaderos positivos

Corresponde al número de predicciones, tal que, la predicción es positiva y el evento

real también. En nuestro caso sería el número de veces que el sistema detecta correc-

tamente una avalancha. Se calcula con un conteo simple.

Indicador: Número de verdaderos negativos

Corresponde al número de predicciones, tal que, la predicción es negativa y el evento

real también. En nuestro caso sería el número de veces que el sistema clasifica correc-

tamente un evento que no es una avalancha. Se calcula con un conteo simple.

Indicador: Número de falsos positivos

Corresponde al número de predicciones, tal que, la predicción es positiva pero el even-

to real es negativo. En nuestro caso sería el número de veces que el sistema detecta

una avalancha cuando en la realidad no ha sucedido ninguna. Se calcula con un conteo

simple.

Indicador: Número de falsos negativos

Corresponde al número de predicciones, tal que, la predicción es negativa pero el even-

to real es positivo. En nuestro caso sería el número de veces que el sistema clasifica

un evento como una no-avalancha cuando en la realidad si ha sucedido una. Se calcula

con un conteo simple.

1.7. Alcances

Con el desarrollo de la presente tesis se logrará:

Recolectar data sobre avalanchas.

Detectar avalanchas en un rango que cubre hasta aproximadamente 3Km a la redonda

desde donde esta ubicado el sensor [11].

Diseñar un sistema de monitoreo y detección de avalanchas en la laguna Palcacocha

al que se pueda acceder de forma remota desde una computadora en la sede del INAI-
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GEM en la ciudad de Huaraz, la implementación de este sistema cuenta como parte de

la propuesta.

1.8. Limitaciones

Las limitaciones con respecto al contexto del trabajo de tesis son los siguientes:

El lugar donde se llevará a cabo la investigación, la laguna Palcacocha, es una zona de

complicada accesibilidad.

Todos los estudios respecto a la detección de avalanchas se llevarán a cabo solo en la

laguna de Palcacocha.

Las limitaciones con respecto a la disponibilidad de recursos:

Debido a limitaciones económicas se trabajará con un solo sensor.

El hecho de trabajar con un solo sensor resulta en la limitación de que no será posible

detectar la ubicación exacta de la avalancha ni tampoco nos permitirá clasificar la

intensidad de las avalanchas detectadas.

Las limitaciones con respecto a los antecedentes son los siguientes:

Aunque existen trabajos en la literatura con respecto a la detección de avalanchas

utilizando un único sensor, estos son muy pocos.

No existen antecedentes en la zona de estudio respecto al tema de detección de ava-

lanchas con sensores infrasónicos.
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II. Marco teórico

2.1. Conceptos Previos

2.1.1. Infrasonido

El sonido es una onda mecánica generada cuando un objeto produce variaciones de pre-

sión acústica, por ejemplo esto sucede cuando un objeto vibra, estas vibraciones hacen que

las partículas alrededor del objeto (normalmente aire) se muevan también en un movimiento

vibratorio, de esta forma transportando energía a través del medio. La frecuencia del sonido

es el número de veces por segundo que las partículas se mueven un ciclo alrededor de un

punto fijo (medido en Hz). Los humanos pueden escuchar los sonidos en el rango desde los

20 Hz hasta los 20000 Hz, cualquier frecuencia fuera de este rango es inaudible para los

humanos, tomando como referencia este rango es que se clasifican los sonidos como Ul-

trasonidos cuando son de frecuencia mayores a 20000 Hz e Infrasonidos cuando están por

debajo de los 20 Hz.

La figura siguiente representa el coeficiente de absorción del sonido en distintos mate-

riales, se observa que a más bajas frecuencias más bajo es el coeficiente de absorción para

los materiales examinados.
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Figura 7: Coeficiente de absorción del sonido en distintos materiales

Fuente: Kumar, Sanjay, y Heow Pueh Lee, “The present and future role of acoustic

metamaterials for architectural and urban noise mitigations”

Esta demostrado que el infrasonido tiene un coeficiente de atenuación más bajo que los

sonidos de alta frecuencia [22]. Por tanto, los infrasonidos pueden viajar distancias más

grandes desde la fuente del sonido, específicamente se sabe que los infrasonidos producidos

por una avalancha pueden viajar hasta 14 Km [9] (aunque para su óptima detección, se

recomienda que los sensores de infrasonido se encuentren a una distancia menor a 3Km de

la fuente donde se produce las avalanchas [11]).

2.1.2. Avalanchas

Las avalanchas son movimientos de masa que descienden de forma rápida o súbita a

través de una pendiente, montaña o glaciar. Las avalanchas están compuestas de nieve pero

también pueden contener rocas, tierra o hielo y pueden alcanzar una velocidad de hasta 60

m/s [23]. Las avalanchas se generan debido a muchos factores, una de ellas es la pendiente de

la montaña donde se encuentra la nieve, las avalanchas son originadas desde montañas con

pendientes entre 25° y 55° [24], las más comunes siendo entre 30° y 45° [25], otros factores

son la acumulación de la nieve y las condiciones meteorológicas de la zona, la superficie de la

nieve esta siendo constantemente afectada por procesos térmicos y mecánicos, en particular
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por el viento, el cual puede generar capas de placa inestables que son propensas a ocasionar

su desprendimiento [25]. Todos estos factores condicionan la cantidad de nieve que puede

ser desplazada y este, a su vez, condiciona el comportamiento y evolución de la avalancha a

lo largo de su trayectoria.

Las avalanchas pueden clasificarse, por la forma en que se originan, como avalanchas

de nieve suelta o como avalanchas de placa [25]. Las avalanchas de nieve suelta se originan

desde un cierto punto en la ladera y van incrementando su tamaño con la nieve que se va

adhiriendo en su trayectoria, las avalanchas de placa son originadas debido a la existencia

de capas de nieve que no se encuentran bien cohesionadas a la cubierta glaciar, de esta for-

ma movilizando todo un bloque de nieve (con forma de placa) al mismo tiempo cuando se

produce la ruptura y generando una avalancha. Las avalanchas de placa pueden ser clasifi-

cadas a su vez como húmedas o secas, cabe indicar, que este tipo de avalanchas usualmente

son mucho más peligrosas que las avalanchas de nieve suelta debido a la gran magnitud que

pueden alcanzar.

Las avalanchas pueden clasificarse también por su magnitud, aunque distintas institucio-

nes usan distintas clasificaciones. La información de la tabla que se mostrará a continuación

fue definida por la institución “The European Avalanche Warning Services” (EAWS) y ba-

sada en la clasificación canadiense:

Tamaño Daño Potencial Distancia máxima
recorrida

Dimensiones

Longitud
trayectoria

Volumen

Pequeña Improbable de enterrar a
una persona. En terrenos
extremos, existe el riesgo
de caídas.

Se detiene en el área
donde se origina (en la
pendiente).

< 50m 100 m3

Media Puede enterrar, herir y ma-
tar personas.

Se detiene al final de la
pendiente.

50 - 200m 1000 m3

Grande Puede enterrar y destruir
autos, pequeñas edificacio-
nes y árboles.

Llega hasta superficies
planas (menores a 30°)
y pueden continuar ade-
lante por una distancia
menor a 50 m.

< 1000 m 10 000 m3

Muy Grande Puede destruir edificacio-
nes y pequeños bosques.

Llega hasta superficies
planas (menores a 30°)
y pueden continuar ade-
lante por una distancia
mayor a 50 m.

< 2000 m 100 000 m3

Extremadamente
Grande

Potencial destructivo catas-
trófico.

Alcanza el piso del valle. > 2000 m >100 000
m3

Tabla 1: Clasificación de avalanchas por su magnitud
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2.1.3. Avalanchas como fuentes de ondas infrasónicas

Las primeras investigaciones sobre señales acústicas relacionadas con avalanchas van

hasta los años 1970 [26] [27], cuando se observaron emisiones de señales acústicas de ba-

ja frecuencia en la cubierta de nieve justo antes de que sucediera una avalancha natural.

Posteriores estudios demostraron también que cuando sucedía un evento de avalancha se

producían fuertes vibraciones en el espectro del infrasonido [17], estas vibraciones infrasó-

nicas se propagan grandes distancias y pueden ser utilizadas en la detección remota de estos

fenómenos.

Figura 8: Ilustración de un evento de avalancha representado en el espectrograma de este

evento en el infrasonido

Fuente: [14]

Uno de los primeros estudios relacionados al tema fue realizado por el Laboratorio de

Electromagnetismo y Acústica de la Escuela Politécnica Federal de Zúrich en 1998, en este

estudio se demuestra empíricamente la relación de las avalanchas y el infrasonido. Para

su estudio diseñaron y desarrollaron un goniómetro compuesto de un arreglo de sensores

de infrasonido, para el experimento generaron avalanchas artificiales mediante explosiones

inducidas [17], en la figura siguiente se puede observar el espectrograma de las señales

acústicas correspondientes a una serie de avalanchas, las cuales demuestran la presencia de

señales de frecuencias inferiores a los 10 Hz.
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Figura 9: Espectrograma correspondiente a una serie de explosiones (líneas verticales) y

avalanchas (áreas grises por debajo de los 10 Hz). Las líneas horizontales (de 17 Hz y sus

armónicos) corresponden a la presencia de un helicóptero.

Fuente: [17]

Diferentes tipos de avalanchas emiten sonidos con picos de frecuencia en distintos ran-

gos, aunque se había estudiado que típicamente las avalanchas de nieve se encuentran dentro

de la banda de 0.8 a 12Hz [28], un estudio encontró que algunas avalanchas pequeñas de

nieve suelta producen picos de sonidos en el límite superior del infrasonido, mientras que

las avalanchas de placa producen picos de infrasonido en el rango de 1 a 3 Hz [29], otros

estudios mostraron que muchas avalanchas emiten sonidos entre 2 y 8 Hz en promedio en

toda la duración de la avalancha, con la mayor concentración de energía observada al inicio

de las avalanchas con picos de frecuencia entre 1 y 5 Hz, cuya etapa esta relacionada a la nu-

be de polvo generada en la etapa inicial de la avalancha; mientras que en etapas posteriores

se observó menor energía diseminada en toda la banda de 1 a 40 Hz, cuya etapa esta rela-

cionada al comportamiento posterior de la avalancha donde se convierte en un flujo de alta

densidad mientras va acumulando nieve húmeda a mas bajas altitudes [30]; también cabria

añadir que las avalanchas en su etapa posterior podrían no solo arrastrar nieve, sino también

rocas, hielo y tierra, cambiando su comportamiento y añadiendo sonidos propios de estos

materiales a los que producen las avalanchas de nieve. Por esta razón es que cuando se trata

de detección de avalanchas, muchos estudios se enfocan en la detección de la etapa inicial

de la avalancha cuyo comportamiento es más general, de una duración mas corta y además

de que es más útil en la implementación de un sistema de detección temprana.
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2.2. Sensores de Sonido e Infrasonido

Un sensor es un dispositivo electrónico que puede convertir variaciones del entrono fí-

sico del mundo real en impulsos eléctricos. Existen distintos tipos de sensores para detectar

distintos tipos de eventos y señales del mundo real. Los sensores de sonido pueden detectar

variaciones en la vibración del presión acústica en el aire, estos son más conocidos por el

nombre de “micrófonos”.

Existen distintos tipo de micrófonos, que por su construcción pueden presentar mejores

capacidades unos de otros, la gran mayoría de ellos están compuestos de un diafragma que

vibra al ritmo de los sonidos y de esta forma convertirlos en corrientes eléctricas. En la actua-

lidad, gran parte de los micrófonos comerciales utilizan cambio de capacitancia (micrófonos

de condensador), piezoelectricidad (micrófonos piezoeléctricos), o inducción electromagné-

tica (micrófonos dinámicos), los micrófonos comerciales están diseñados para trabajar con

los sonidos audibles a los humanos, es decir trabajan en un rango aproximad desde los 80 Hz

hasta los 20 KHz. Existen otro tipo de micrófonos que pueden trabajar en bandas del sonido

no comunes como la banda del infrasonido, estos son llamados microbarógrafos.

2.2.1. Microbarógrafos

Los microbarógrafos o microbarómetros son sensores que pueden medir la presión del

aire, se diferencian de un barómetro común en que estos son mucho más sensibles a las

variaciones de presión. Estos sensores están construidos con componentes piezoresistivos

micromecanizados, los cuales permiten que se pueda medir las fluctuaciones de presión de

un orden muy pequeño, con una resolución de pascales (Pa) o microbares (mbar). Los trans-

ductores de presión piezorresistivos (Piezoresistivity pressure transducers o PPTs), fabrica-

dos con tecnología de sistemas microelectromecánicos (microelectromechanical systems o

MEMS), se utilizan ampliamente en aplicaciones industriales y médicas para mediciones

de baja presión. En los TPPs MEMS, los materiales que cambian de resistencia bajo ten-

sión aplicada se conectan a diafragmas micromecanizados a base de silicio. La deflexión

del diafragma y el correspondiente cambio de resistencia se miden mediante un puente de

Wheatstone. Las PPT MEMS pueden detectar presiones estáticas y dinámicas con gran pre-

cisión. Es por ello que los TPP MEMS a frecuencias muy bajas pueden ser utilizados como

elemento sensor diferencial para detectar señales de infrasonidos siempre y cuando dicho
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sensor tenga la capacidad de rechazar la presión estática que puede saturar el diafragma y

hacerlos insensibles a las presiones en la banda de frecuencias objetivo, para lo cuál este tipo

de sensores suelen estar equipados con filtros neumáticos.[31].

Una desventaja de su gran sensibilidad es que son muy propensos a algunos movimientos

de partículas de aire como el viento. Este y otros tipos de ruidos se describen a continuación.

2.2.1.1. Ruidos que afectan la medición del infrasonido

El ruido es un tipo de señal que estorba o entra en conflicto con la medición de la señal que

nos interesa, algunos tipos de ruido que afectan la medición del infrasonido en los microba-

rógrafos son:

Tipo electrónico, como el ruido de disparo o el ruido térmico, este usualmente se da

debido al movimiento de electrones y es inherente a los componentes electrónicos.

Tipo electromagnético, como por ejemplo las ondas de wifi o la interferencia electro-

magnética que emite alrededor de sí cualquier cable que este transmitiendo energía de

alta frecuencia.

Tipo acústico, que son vibraciones acústicas originados por objetos que se mueven

o vibran a una frecuencia cercana de la señal que se quiere medir. Fuentes de ruido

que afectan la banda de infrasonido pueden ser: motores, vehículos moviéndose, avio-

nes o helicópteros. Otro tipo de ruido acústico es el viento, el cuál es de naturaleza

muy distinta a los otros ruidos acústicos mencionados anteriormente. La naturaleza

del viento es aleatoria y no coherente, es decir no proviene de un lugar fijo ni de una

fuente definida. El ruido producido por el viento afecta más a las señales de las más

bajas frecuencias de la banda del infrasonido, aunque también puede afectar todo el

rango de esta banda si la velocidad del viento es lo suficientemente alta.

2.3. Procesamiento Digital de Señales

El procesamiento de señales se refiere al procedimiento mediante el cuál las señales pue-

den ser medidas, analizadas y manipuladas. Las señales usualmente se encuentran de forma

analógica en la naturaleza, este es el caso del sonido que como se explicó anteriormente es

una onda mecánica, las señales analógicas pueden ser procesadas en su forma analógica por
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medio de circuitos integrados, transistores, filtros analógicos, entre otros sistemas analógi-

cos, este tipo de procesamiento tiene como desventaja de que el procedimiento requiere de

circuitos electrónicos físicos y por lo tanto mientras más complejo es el procesamiento más

grandes y complejos se hacen estos circuitos. Otra forma de procesamiento es el procesa-

miento digital de señales, este consiste en convertir una señal analógica en digital, para que

de esta forma, la señal puede ser analizada en forma de bits por medio de un computadora o

un microprocesador, este tipo de procesamiento tiene la ventaja de que es fácil modificar las

operaciones mediante cambios en el software, a diferencia de un procesamiento analógico

donde las operaciones se encuentran en circuitos electrónicos y la reconfiguración es mucho

más complicada.

2.3.1. Conversión Analógica-Digital

Este es el procedimiento mediante el cual se transforma una señal analógica en digital,

este se realiza mediante circuitos que se llaman “convertidores A/D” (ó ADC). La conversión

A/D es un proceso de tres pasos, los cuales son:

Muestreo: El muestreo consiste en la toma de una secuencia de muestras discontinuas

de una señal analógica (señal continua). El número de muestras que se toman de una

señal analógica (también llamada señal muestreada) por segundo es lo que se conoce

como tasa de muestreo. La tasa de muestreo puede ser medida en “muestras/segundo”

pero también se suele utilizar los “Hz”. La resolución de una señal digital en el tiempo

esta definida por su tasa de muestreo, es decir, si la tasa es mayor, la resolución también

es mejor. El número de muestras que resultan del muestreo de una señal analógica esta

determinado por su tasa de muestreo, por ejemplo, si se tiene una señal de longitud

t segundos y se muestrea a una tasa de muestreo es de f Hz, el número de puntos o

muestras resultantes de esta señal serían t � f .

Cuantificación: Después de haber hecho el muestreo a la señal analógica lo que se

obtiene es una señal discreta, una señal discreta es una señal representada en el tiempo

por puntos o muestras discontinuas pero cuya amplitud aún es continua, el procedi-

miento mediante el cuál se convierte una señal discreta en una señal digital se llama

cuantificación, este consiste en expresar cada valor de muestra de la amplitud como

un número finito de dígitos (en lugar de infinito).
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Codificación: El proceso de codificación consiste representar cada valor discreto de la

señal digital como una secuencia binaria de bits.

Figura 10: Proceso de digitalización (muestreo y cuantificación) de una señal analógica.

Fuente:

https://static.javatpoint.com/tutorial/dip/images/analog-signals-to-digital-signals2.png

2.3.2. Teorema de Muestreo de Nyquist-Shannon

Para saber cual es el valor ideal de tasa de muestreo para una señal, es importante conocer

el Teorema de muestreo de Nyquist-Shannon. Este es un teorema fundamental que expresa

la relación entre señales analógicas y las señales digitales, el cuál indica que, si la frecuencia

mas alta de una señal es fmax entonces su tasa de muestreo debe ser mayor o igual a 2 fmax,

en caso no se cumpla dicha condición, los elementos de las frecuencias más altas no serán

correctamente representados, lo que produce el fenómeno conocido como solapamiento o

aliasing.

22



2.3.3. Filtros Electrónicos

Un filtro electrónico es un elemento que altera las características de amplitud y/o de fase

de una señal con respecto a la frecuencia. Idealmente, un filtro no añade nuevas frecuencias

a la señal de entrada, pero su uso puede cambiar las amplitudes relativas de los distintos

componentes de frecuencia y/o sus relaciones de fase. Los filtros son usualmente usados en

electrónica para enfatizar señales en ciertos rangos de frecuencia y rechazar señales en otros

rangos. De esta forma un filtro tiene una ganancia, la cual es dependiente de la frecuencia

de una señal. Existen distintos tipos en los que se pueden clasificar los filtros, en la sección

2.3.3.1 describiremos los tipos de filtros según su respuesta en frecuencia.

2.3.3.1. Tipos de filtro por su Respuesta en Frecuencia

Según su respuesta en frecuencia los filtros se pueden clasificar en cuatro tipos:

Filtro Pasabajos: Este tipo de filtros tiene la función de dejar pasar todas las frecuencias

de una señal que se encuentren por debajo o sean inferiores a una cierta frecuencia

establecida, esta frecuencia se denomina "frecuencia de corte 2su valor se elige en la

etapa de diseño del filtro.

Filtro Pasaaltos: Este tipo de filtros tiene la función de dejar pasar todas las frecuencias

de una señal que se encuentren por encima o sean superiores a una cierta frecuencia

establecida, esta frecuencia se denomina "frecuencia de corte 2su valor se elige en la

etapa de diseño del filtro.

Fitro Pasabanda: Este tipo de filtros tiene la función de dejar pasar una banda específica

de frecuencia de una señal mientras atenúa las demás bandas, en este sentido para

el diseño de un filtro pasabanda se requiere de elegir dos frecuencias de corte, una

inferior y una superior.

Fitro Notch o Rechaza Banda: Este tipo de filtros tiene la función de rechazar una

banda específica de frecuencia de una señal mientras deja pasar las demás bandas,

en este sentido para el diseño de un filtro rechaza banda se requiere de elegir dos

frecuencias de corte, una inferior y una superior.
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Figura 11: Los 4 tipos de filtros más importantes según su respuesta en frecuencia.

Fuente: https://www.allaboutcircuits.com/technical-articles/an-introduction-to-filters/

2.3.3.2. Función de transferencia de un filtro

El diseño de filtros electrónicos involucra el diseño de la relación entre su salida y su entrada,

siendo la entrada la señal que se quiere filtrar y la salida la señal modificada por el filtro,

esta relación puede ser representada matemáticamente por una función que se denomina

"Función de transferencia". La función de transferencia usualmente se representa como la

transformada de Laplace de la señal de salida entre la transformada de la señal de entrada. A

continuación se representa función de transferencia H(s) como la relación entre la señal de

salida Y(s) y la señal de entrada X(s), todos en función de la variable compleja s:

H(s) =
Y (s)
X(s)

(1)

Donde s = s + jw .

Las raíces del polinomio en el denominador X(s) se conocen como “polos” y las raíces en

el numerador Y(s) se conocen como “ceros”, el grado de los polinomios en el denominador

determina la “orden” para los filtros de uso más común. En la ecuación 2 se muestran las

funciones de transferencia de distintos tipos de filtros de "segundo orden", se denominan así

porque no existen elementos en dichas funciones de transferencia con un grado mayor a 2.
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8>>>>><>>>>>:
Pasaba jo : H(s) = K

s2+bs+a

Pasabanda : H(s) = Ks
s2+bs+a

Pasaalto : H(s) = Ks2

s2+bs+a

(2)

El orden de los filtros determina cuánto se puede acercar un filtro a su respuesta ideal,

por ejemplo, en la figura 12 se observa un filtro Butterworth Pasabajos cuya frecuencia de

corte es 1 Hz, en este filtro, la respuesta ideal sería la de eliminar todos los componentes

superiores a 1 Hz de modo que la función de transferencia resulte en la forma de una escalera,

sin embargo, en la práctica se da que el filtro no es ideal y va atenuando progresivamente las

frecuencias por encima de la frecuencia de corte, mientras más alto sea el orden del filtro más

componentes no deseadas serán filtradas y más cerca estará de su comportamiento ideal. Una

desventaja de diseñar filtros de mayor orden es que son más complejos y su implementación

tienen más costo computacional.

Figura 12: Respuesta en frecuencia de un filtro Butterworth Pasabajos para distintas orde-

nes del mismo, la frecuencia de corte del filtro es 1 Hz.

Fuente: https://www.electronics-tutorials.ws/filter/filter_8.html

2.3.3.3. Filtro de Puerta de Ruido Espectral

Un filtro de Puerta de Ruido o “Noise Gate” es un tipo de filtro que se utiliza en la limpieza

de ruido de señales de audio, como su nombre indica, consiste en una compuerta o puerta

que solo permite pasar las señales que superen cierto umbral prefijado, es bastante utilizado
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para eliminar el ruido durante las pausas. Además del umbral (Threshold), en las puertas de

ruido se pueden configurar otros parámetros como son el tiempo de ataque (Attack Time),

que es el tiempo que se demora la puerta de ruido para abrirse luego que la señal sobrepase

el umbral, y el tiempo de relajación (Release Time), que es el tiempo que se demora la puerta

de ruido para cerrarse luego que la señal caiga por debajo del umbral.

Figura 13: Ejemplo de una Puerta de Ruido con el umbral, tiempo de ataque y relajación

definidos.

Fuente: https://en.wikipedia.org/wiki/Noise_gate

Un tipo especial de filtro de Puerta de Ruido es el llamado Filtro de Puerta de Ruido

Espectral o “Spectral Gating Noise Filter”, el cuál es un tipo de filtro muy novedoso que se

ha estado estudiando en los últimos años y que ha sido adoptado por algunos softwares de

edición de sonido como Audacity, a diferencia de las puertas de ruido comunes, los filtros de

Puerta de Ruido Espectral trabajan a nivel espectral o en el dominio de la frecuencia. Aunque

existen varios tipos de algoritmos en la literatura con los se puede implementar un Filtro de

Puerta de Ruido Espectral, uno de los más novedosos es el que desarrollo Tim Sainburg y su

equipo de investigación para la Universidad de California [32][33], el cuál esta basado en el

algoritmo del software Audacity. Dicho algoritmo se describe a continuación.

Dada una forma de onda de audio que contiene una señal de sonido con ruido de fondo

incorporado (Sn) y una pequeña muestra de audio de la misma o similar forma de onda que

contenga solo el ruido de fondo (N), se describen a continuación los pasos que sigue el

algoritmo:

Calcular la Transformada de Fourier de Tiempo Corto de N (specn).
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Calcular la media y la desviación estándar de specn para cada componente de frecuen-

cia sobre el tiempo.

Calcular la Transformada de Fourier de Tiempo Corto de Sn (specs).

Por cada componente de frecuencia, calcular un umbral de nivel de ruido basado sobre

la media y la desviación estándar de specn.

Generar una máscara a partir de specs, basada en la potencia de specs y los umbrales

hallados de specn.

Suavizar la máscara en frecuencia y tiempo.

Aplicar la máscara a specs para remover el ruido.

Calcular la Transformada Inversa de Fourier de Tiempo Corto de specs para generar

la señal sin ruido en el dominio del tiempo.

2.3.4. Segmentación y Enventanado

En el procesamiento digital de señales, la segmentación y el enventanado son dos técni-

cas que se suelen utilizar para el análisis de señales de audio o señales ECG. Se detallará a

continuación el funcionamiento de ambas técnicas.

2.3.4.1. Segmentación o Framing

La segmentación es la separación de una señal en pequeños pedazos de igual tamaño lla-

mados segmentos o frames. La segmentación se hace para poder revelar características no

aparentes de la señal fuente y para poder realizar un análisis de frecuencia en función del

tiempo. Por ejemplo, se sabe que el análisis de frecuencia para señales discretas y digitales

se hace a través de la transformada rápida de Fourier (Fast Fourier Tranform o FFT) .

X [k] =
N�1

å
n=0

x[n]e� j2pkn=N 0� k � N�1 (3)

Donde k es la posición de los puntos discretos de la transformada, k puede tomar hasta

N valores, es decir, la cantidad de puntos que tiene la FFT de una señal es igual a la cantidad

de puntos (muestras) de esa señal discreta.
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Por tanto, si deseamos aplicar la FFT a una señal digital para poder obtener sus caracte-

rísticas en frecuencia solo podríamos obtener este análisis para TODA la señal y perderíamos

las características temporales de la señal en el dominio de la frecuencia, es aquí donde nos

es útil la segmentación de frames de la señal, de esta forma si separamos nuestra señal de

análisis en segmentos más pequeños y le aplicamos la FFT a cada uno de estos segmentos,

podemos obtener un análisis en frecuencia y al mismo tiempo mantener las características

temporales de dicha señal. Cuando se quiere elegir el tamaño del frame, se debe tener en

cuenta estos aspectos: Mientras más pequeña la longitud del frame, mejor es la resolución

temporal de la señal segmentada pero se pierde fidelidad en el análisis de frecuencia de cada

segmento, y de forma inversa cuanto más grande sea la longitud del frame. Para procesa-

miento de señales es común utilizar un tamaño de frame que sea una potencia de 2, ya que

esto disminuye la carga computacional del algoritmo FFT. Para procesamiento de audio en

general se usa valores que rondan entre las 256 y 8192 muestras, esta cantidad esta influen-

ciada también por la tasa de muestreo. Por ejemplo si se utiliza un tamaño de frame de 512

muestras para una señal de audio común que normalmente se encuentra a 44.1 KHz (44100

muestras/segundo), haciendo una división simple, cada frame correspondería a 11.6 ms en

duración de tiempo, esta longitud de frame tan pequeño es útil para clasificación de vocablos

en señales de audio, ya que ese es el tiempo promedio de duración en que un ser humano

vocaliza una letra, la longitud de los frames deberá diseñarse según las características de

cada aplicación.

La segmentación de la señal es necesaria para distintos procedimientos donde se quiera

analizar la frecuencia en función del tiempo, por ejemplo, en los espectrogramas se grafican

las propiedades de frecuencia de las señales en función del tiempo con una estructura de

mapas de calor. Aún con las ventajas que se obtienen, segmentar la señal también ocasiona

un problema que explicaremos a continuación.

Cuando aplicamos la Transformada Discreta de Fourier a una señal finita, se asume que

este es un periodo o un número entero de periodos de una señal más grande que se extiende

de forma infinita. Al separar nuestra señal en pequeños segmentos temporales, cada segmen-

to individual se convierte en una nueva señal, si queremos aplicar la FFT a este segmento,

entonces para una correcta aplicación de la FFT, este segmento deberá contener un perio-

do o un número entero de periodos de una señal más grande infinita. Las señales obtenidas
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por el sensor en la vida real son no-estacionarias y cambian constantemente de propiedades

y sus segmentos se comportan de igual forma, por tanto, aunque cada segmento no forma

realmente parte de una señal periódica infinita, debemos asumir que si para poder aplicar

la FFT. Esto ocasiona que los bordes de cada segmento sean vistos como discontinuidades

(ver figura 14). Si aplicamos la FFT a segmentos con discontinuidades, entonces se generan

componentes de alta frecuencia no deseados en la transformada de Fourier resultante; esto

es lo que se conoce como Manchado Espectral o Spectral Leakage.

Figura 14: Segmento de una señal, los bordes son vistos como discontinuidades.

Fuente: https://github.com/musikalkemist/AudioSignalProcessingForML/

Para poder superar los problemas derivados de las discontinuidades se aplican “ventanas”

o “windows”. Esta es la técnica conocida, en procesamiento de señales, como “Enventanado”

o “windowing”.

2.3.4.2. Enventanado o Windowing

La aplicación de ventanas en cada segmento reduce el impacto de la segmentación en las

propiedades estadísticas de la señal y soluciona los problemas derivados de las discontinui-

dades que se generan. “Enventanar” una señal implica suavizarla en los bordes, de modo que

esta tienda a valores de amplitud cero en los bordes, de esta forma, las discontinuidades en

los bordes se vuelven invisibles.

La aplicación de una ventana en una señal es una multiplicación simple como se expresa

en la ecuación 4, donde, dada una señal X [k] definida para todos los k, y una función de

ventana W [k] definida en un rango limitado k 2 [0;L), donde L es la longitud del segmento,

podemos extraer la ventana de una señal como:

XW [k] = X [k]W [k] (4)
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Una clásica ventana que se suele usar es la ventana de tipo Hann cuya función es:

W [k] = (sin(pk=L))2 k 2 [0;L) (5)

En la figura 15 se ilustra el procedimiento de “Enventanado” en un segmento de L=250,

con una ventana de tipo Hann.

Figura 15: La primera imagen es el segmento de una señal, la segunda una ventana Hann

que será aplicada al segmento mediante una multiplicación simple, y la última imagen co-

rresponde a la señal “enventanada”.

Fuente: https://github.com/musikalkemist/AudioSignalProcessingForML/

Notar que si aplicamos las ventanas a cada segmento, la ventana suavizara los bordes de

cada segmento, llevándolos a cero y provocando que perdamos información en los bordes de

cada segmento. Para solucionar esto, los segmentos y su posterior windowing deben tener lo

que se conoce como “solapamiento”.

El “Solapamiento” simplemente implica que la segmentación de la señal que se dise-

ñó originalmente ahora se realizará de forma que cada segmento puedan solaparse entre sí,

el procedimiento de Enventanado se dará de igual forma en cada segmento. Realizando este

procedimiento, lograremos que, aunque se pierda información en los bordes de un segmento,

esa información pueda ser rescatada en el siguiente segmento, una elección usual de solapa-

miento se encuentra entre el 25% y el 50%. Todo el proceso de Segmentación (Framing) y

de Enventanado (Windowing) con solapamiento se ilustra en la siguiente figura:
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Figura 16: Proceso completo de segmentación y enventanado con solapamiento del 50%.

Fuente: [34]

2.4. Machine Learning y Aprendizaje Supervisado

El Machine Learning es una rama de la inteligencia artificial, es un área de estudio que

ha estado con nosotros ya por varias décadas pero cuyas aplicaciones solo se han vuelto mas

accesibles al público común en años recientes.

En 1959, Arthur Samuel, un pionero en Machine Learning (Aprendizaje de Maquina o

Aprendizaje Automático en español) lo definió de la siguiente forma: “[El Machine Lear-

ning] es el campo de estudio que les otorga a las computadoras la habilidad de aprender sin

haber sido explícitamente programadas”. Se podría decir entonces que el Machine Learning

es un tipo de IA que ya no depende de unas reglas pre-definidas y un programador, sino

que la computadora puede establecer sus propias reglas y aprender por si misma [35]. Este
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proceso de aprendizaje se da entregándole a la computadora una gran cantidad de datos de

la cual pueda “aprender” y “entrenarse, el resultado de este entrenamiento es la obtención

de un modelo con el cual podremos realizar cierta tarea determinada o hacer predicciones de

determinados eventos. También existen varios algoritmos, que dependiendo de la tarea que

se desee realizar, será mas adecuado trabajar con uno u otro.

Uno de los tipos deMachine Learninges el Aprendizaje Supervisado, que como su

nombre indica, consiste en realizar el entrenamiento con supervisión humana, en general es-

te algoritmo se puede dividir en dos fases: La fase de entrenamiento y la fase de evaluación.

La fase de entrenamientoconsiste en alimentar el algoritmo con data que incluye los

datos de entrada y sus etiquetas con la salida o solución esperada (“labeled data”), estos se

organizan en un set de datos (o dataset), de esta forma se le “enseña” al algoritmo a reco-

nocer los patrones de dicha data y cual etiqueta le correspondería a dichos patrones. Este

dataset es también llamado Set de Entrenamiento oTraining Set, el resultado que se obtiene

de la fase de entrenamiento es un modelo deMachine Learning.

Figura 17: Un Dataset de entrenamiento etiquetado (“Labeled Dataset”) para entrenamien-

to supervisado.

Fuente: [35]

La fase de evaluaciónse efectúa una vez se ha obtenido el modelo en la anterior fase,

esta fase consiste en proporcionar al algoritmo un set de datos no etiquetados distintos a los

que se usaron para entrenar el modelo, de esta forma, el modelo se encargará de etiquetar

este nuevo set de datos con lo que ha “aprendido” de la fase de entrenamiento. Conociendo

las verdaderas etiquetas, es posible obtener un análisis del rendimiento o efectividad de este
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modelo. Tomemos como ejemplo un modelo que se ha entrenado bajo eventos que tienen

dos tipos de etiquetas: positivos (por ejemplo, avalanchas) y negativos (por ejemplo, no

avalanchas/ruidos), para analizar el rendimiento podemos utilizar los cuatro parámetros que

se describirán a continuación:

Verdaderos Positivos (VP): Es un tipo de acierto en el cual el modelo ha etiquetado un

evento como “positivo” y dicho evento si es positivo.

Verdaderos Negativos (VN): Es un tipo de acierto en el cual el modelo ha etiquetado

un evento como “negativo” y dicho evento si es negativo.

Falso Negativos (FN): Es un tipo de error en el cual el modelo ha etiquetado un evento

como “negativo” pero dicho evento es positivo.

Falso Positivo (FP): Es un tipo de error en el cual el modelo ha etiquetado un evento

como “positivo” pero dicho evento es negativo.

Estos cuatro valores son los que conforman lo que se conoce como matriz de confusión.

Para la evaluación se pueden calcular distintos medidas de efectividad del modelo como

son: 8
>>>>>>>>>>>><

>>>>>>>>>>>>:

Precision= VP
VP+ FP

NegativePredictiveValue= VN
VN+ FN

Accuracy= VP+ VN
VP+ VN+ FP+ FN

Sensitivity= VP
VP+ FN

Speci f icity= VN
VN+ FP

(6)

La evaluación más simple es la que se mencionó en el anterior párrafo, se separa parte

la data de entrenamiento en dos partes, una parte que se utilizará para entrenar el modelo,

y otra parte que servirá para evaluar el modelo. De esta forma podemos hallar el valor de

Accuracyde las fórmulas en la ecuación 6, el cual es un buen indicador del rendimiento del

modelo. Esta forma de evaluación tiene algunas desventajas, por ejemplo, es posible que las

muestras que se separen para hacer las pruebas, formen parte esencial para el entrenamiento

del modelo y por tanto, quitar estas muestras de la data de entrenamiento puede ocasionar

un falso resultado de evaluación de que el modelo no es efectivo. Esta forma de evaluación

sirve mejor cuando se tiene muchísimas muestras de entrenamiento.
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Otra forma de evaluación es la que se determina con la técnica de “validación cruzada

de K-iteraciones”, al igual que la evaluación que se menciono en el anterior párrafo, esta

técnica también separa una parte de la data para las pruebas, la diferencia consiste en que

no se separa solo una parte arbitraria de la data sino que se separa la data entera en K

diferentes divisiones de entrenamiento/evaluación, de modo que la 1/K parte de la data se

usa para evaluación mientras lo demás se utiliza para entrenamiento, esto se realiza K-veces

(K-iteraciones) tal que en cada iteración la data que se usa para evaluación nunca se repite,

luego, al evaluar la data en cada iteración obtenemos K diferentes medidas de rendimiento

(utilizando también la métrica deAccuracy), �nalmente se promedian y ese es el valor de

efectividad del modelo que se obtiene.

Este tipo de evaluación se suele utilizar cuando se tiene una cantidad limitada de datos

de entrenamiento como es el caso de este trabajo. K generalmente se establece en un valor

entre 5 y 10. El proceso general se ilustra en la �gura 18, donde se muestra la división de la

data para un ejemplo de 20 muestras con un K=4.

Figura 18: Validación cruzada de K iteraciones con K=4.

Fuente: Wikipedia

2.5. Clasi�cación Supervisada de Audio

Un clasi�cador de audio es un sistema o algoritmo encargado de clasi�car eventos, es de-

cir, un modelo encargado de diferenciar de forma autónoma un evento de otro. El desarrollo

de este modelo o clasi�cador se divide en las siguientes etapas:

34



2.5.1. Recolección e Identi�cación de los Datos

La etapa de recolección e identi�cación consiste en la recolección de data cruda en el

campo de acción y una organización de la data para discriminar la data relevante. En esta

etapa se realiza la construcción de un set de datos que correspondan con los eventos que

se quieren clasi�car, por ejemplo, si se quiere entrenar un modelo que clasi�que música de

ruido, entonces se debe crear un set de datos con fragmentos o muestras de señales de audio,

estas muestras deben tener sus respectivas etiquetas que indiquen si se trata de música o de

ruido. En el etiquetado, un humano es el proporciona información relevante para el entrena-

miento y es debido a esto que estos clasi�cadores son llamados como de tipo “supervisado”.

En lo que respecta a la cantidad de datos o muestras que debe tener un set de datos, no

es posible conocer exactamente la cantidad mínima ni máxima de datos que debe tener para

que un entrenamiento sea efectivo. Aunque se recomienda comenzar con al menos 50 mues-

tras (ver �gura 21), en realidad depende de varios factores: el tipo de evento, la variedad de

formas en que se puede presentar el evento, la calidad de las muestras del evento, etc. Si

los eventos que se quieren detectar son de una gran variedad y se tiene muy pocas muestras

de todas las variedades o solo muestras de algunas variedades entonces al entrenar nuestro

modelo se puede generar lo que se conoce como “Under�tting”, que quiere decir que nuestro

algoritmo no fue capaz de aprender ningún patrón ya que no fue capaz de generalizar el co-

nocimiento; por otro lado, aunque tengamos miles de muestras, si todas estas corresponden a

variedades especí�cas, entonces el algoritmo solo habrá sido capaz de aprender a reconocer

los eventos particulares con los que se le entreno y cuando el modelo entrenado bajo estas

circunstancias intente clasi�car una nueva variedad siempre fallará, esto es lo que se conoce

como “Over�tting”.

2.5.2. Pre-procesamiento de la Datos

El pre-procesamiento es una etapa preliminar a cualquier procesamiento o entrenamien-

to, el objetivo de esta etapa es transformar la data de modo que sea más fácil de utilizar en

las posteriores etapas, por ejemplo en esta etapa se pueden realizar distintas técnicas como

son: �ltrado, limpieza de data, reducción de ruido, reducción de data, etc.
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2.5.3. Extracción de Características y De�nición del Training Dataset

Si bien después de haber realizado el pre-procesamiento ya se dispone de un set de datos

con sus respectivas etiquetas, aún no se puede realizar un entrenamiento, esto es debido a

que este set de datos esta compuesto de fragmentos de señales digitales que no son más que

bits que no llevan mayor información relevante, por ello, para poder entrenar un clasi�cador

se requiere extraer información relevante de estas muestras y organizarlas en un nuevo set

de datos el cual llamaremos “Training Dataset”. La información relevante que se extraerá

de las muestras se denominan “features” o “características”

En procesamiento digital de señales, una característica consiste en un valor numérico o

un conjunto de valores numéricos que pueden aportar cierta información de una señal, por

ejemplo, el valor promedio (media aritmética) de los puntos de una señal puede aportar una

información básica de cuál es la tendencia estadística central en la que se encuentran los

valores de la señal.

Debemos recordar que, como se menciono en la sección 2.1.1, el infrasonido es por

naturaleza una onda de sonido, por lo que su tratamiento y análisis es igual al de una onda

sonora. Las características más usuales que se pueden extraer de las señales acústicas o

sonoras �guran en la siguiente tabla.
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Figura 19: Tabla con las características ofeaturesmás usados en procesamiento de audio.

Fuente: https://www.researchgate.net/�gure/List-of-extracted-features_tbl1_283348525

Como se observa, algunas de estas características corresponden al dominio del tiempo ,

otras al dominio de la frecuencia, y otras al dominio cepstral de una señal de audio. Aun-

que existen decenas de características, algunas son más relevantes que otras según el tipo de

detección que se quiera realizar, el grupo de características más relevantes para cierta apli-
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cación es lo que llamamos un “patrón de características”, este patrón es el que nos permitirá

la detección del evento particular que nos interesa. Es una tarea importante del desarrollo de

un clasi�cador la identi�cación de cuales serían las características que formarían un patrón

que pueden ayudar a diferenciar los eventos que desean discriminar de otros.

El patrón de características a nivel práctico esta compuesto de vectores donde cada ele-

mento del vector corresponde a una característica extraída de cada muestra de señal. De esta

forma, elTraining Datasetestará compuesto de vectores de características y las respectivas

etiquetas de cada muestra.

En lo que respecta a clasi�cación de audio, los tipos de características mas utilizados

son las de tipo espectral, a continuación se detallan algunos de las más utilizados en el

entrenamiento de clasi�cadores para aprendizaje supervisado.

2.5.3.1. Centroide Espectral (Spectral Centroid)

El centroide espectral es una característica de tipo estadística que indica donde se localiza el

“centro de masa” o “centro de gravedad” del espectro. Consiste en un único valor numérico y

se halla considerando el espectro como una distribución de probabilidad, en donde se utiliza

la amplitud en cada frecuencia para determinar la frecuencia media ponderada en amplitud.

El centroide se calcula según la siguiente fórmula:

SC=
å N

n= 1m(n) f (n)

å N
n= 1m(n)

(7)

Donde f (n) es el valor de frecuencia correspondiente al binn y m(n) es el valor de los

pesos en cada respectivo bin de frecuencian (la magnitud del espectro en esa frecuencia).

2.5.3.2. Envergadura Espectral (Spectral Spread)

La envergadura espectral mide la forma en como esta distribuido el espectro alrededor del

centroide, bajos valores de esta medida corresponden a señales cuyo espectro se encuentra

muy concentrado alrededor del centroide y de forma inversa para valores altos. Esta medida

consiste de un solo valor y para poder calcularla, tenemos que tomar la varianza del espectro

del centroide espectral de acuerdo con la siguiente fórmula:

SSp=
å N

n= 1m(n)( f (n) � SC)2

å N
n= 1m(n)

(8)

Donde f (n) es el valor de frecuencia correspondiente al binn, m(n) es el valor de los
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pesos en cada respectivo bin de frecuencian (la magnitud del espectro en esa frecuencia) y

( f (n) � SC) denota la distancia de la banda de frecuencia hasta el centroide (SC).

La raíz de la envergadura espectral es la desviación estándar del espectro del centroide,

este valor será útil para hallar las características de Asimetría y Kurtosis Espectral.

2.5.3.3. Asimetría Espectral (Spectral Skewness)

La asimetría espectral también mide la forma en como esta distribuido el espectro alrededor

del centroide, el valor de esta característica es cero si la distribución es completamente simé-

trica alrededor del centroide, si la distribución es asimétrica hacia la derecha toma valores

negativos y si la distribución es asimétrica hacia la izquierda toma valores positivos. Esta

medida consiste de un solo valor y para poder calcularla, usaremos los valores del centroide

y de la envergadura espectral de acuerdo con la siguiente fórmula:

SSk=
å N

n= 1m(n)( f (n) � SC)3

å N
n= 1m(n)

(
1

p
SSp3

) (9)

Donde f (n) es el valor de frecuencia correspondiente al binn, m(n) es el valor de los

pesos en cada respectivo bin de frecuencian (la magnitud del espectro en esa frecuencia),

( f (n) � SC) denota la distancia de la banda de frecuencia hasta el centroide (SC) y SSp es

el valor de la envergadura espectral.

2.5.3.4. Kurtosis Espectral (Spectral Kurtosis)

La kurtosis espectral es otra caracerística que mide la forma en como esta distribuido el

espectro alrededor del centroide, esta mide el grado de “planicie” del espectro alrededor del

centroide, viendolo de otra forma, también se usa para medir la “picudez"del espectro, por

ejemplo, un valor bajo de kurtosis indica un espectro uniformemente distribuido tal como el

del ruido blanco. El valor de esta característica es 3 cuando el espectro tiene la forma de una

distribución normal o gaussiana, valores menores a 3 indican una distribución más plana y

mayores a 3 una distribución más picuda. Esta medida consiste de un solo valor y para poder

calcularla, usaremos los valores del centroide y de la envergadura espectral de acuerdo con

la siguiente fórmula:

SK=
å N

n= 1m(n)( f (n) � SC)4

å N
n= 1m(n)

(
1

p
SSp4

) (10)

Donde f (n) es el valor de frecuencia correspondiente al binn, m(n) es el valor de los
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pesos en cada respectivo bin de frecuencian (la magnitud del espectro en esa frecuencia),

( f (n) � SC) denota la distancia de la banda de frecuencia hasta el centroide (SC) y SSp es

el valor de la envergadura espectral.

2.5.3.5. Roll-off Espectral (Spectral Roll-off)

El roll-off espectral es una característica que mide el valor de frecuencia bajo el cual esta

concentrado un cierto porcentaje (para este trabajo es 85%) de energía con respecto a la

distribución total del espectro. Esta medida consiste de un solo valor y se calcula de acuerdo

con la siguiente fórmula:

PuntoRollO f f= nRO; tal que:
nRO

å
n= 1

( f (n))2 = 0:85
N

å
n= 1

( f (n))2 (11)

Dondef (n) es el valor de frecuencia correspondiente al binn. El punto de Roll-off(nRO)

mostrado en la fórmula calcula el bin de frecuencia donde se encuentra, pero si se quiere ha-

llar la frecuencia de Roll-off, el bin puede ser transformado a su valor en Hz multiplicándolo

por fs=2N, dondef ses la frecuencia de muestreo de la señal.

2.5.3.6. Pendiente Espectral (Spectral Slope)

La característica de pendiente espectral mide el nivel de decaimiento de la magnitud del

espectro en la banda de baja frecuencia respecto a la de alta frecuencia, su valor se obtiene

calculando una regresión lineal. Esta medida consiste de un solo valor y se calcula de acuerdo

con la siguiente fórmula:

SSl=
1

å N
n= 1m(n)

Nå N
n= 1 f (n)m(n) � å N

n= 1 f (n) å N
n= 1m(n)

Nå N
n= 1( f (n))2 � (å N

n= 1 f (n))2
(12)

Donde f (n) es el valor de frecuencia correspondiente al binn y m(n) es el valor de los

pesos en cada respectivo bin de frecuencian (la magnitud del espectro en esa frecuencia).

2.5.3.7. Puntos de Giro Positivos Espectrales (Spectral Positive Turning Points)Esta

característica mide la cantidad de puntos de giro positivos de la distribución del espectro de

una señal, un punto de giro es el punto donde una señal cambia de un tipo de concavidad a

otra. En señales discretas, un punto de giro positivo se da cuando la resta de la magnitud de

dicho punto con un punto anterior es un valor negativo. Para propósitos prácticos, los puntos

de giro positivos representan los puntos máximos locales (picos) de una señal. Esta medida
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consiste de un solo valor y se calcula de acuerdo con la siguiente fórmula:

8
><

>:

SPTP= å N� 1
n= 1 jsigno[mdi f f (n)] � signo[mdi f f (n� 1)]j

mdi f f (n) = m(n+ 1) � m(n)
(13)

Dondem(n) es el valor de la magnitud en cada respectivo bin de frecuencian (la magnitud

del espectro en esa frecuencia) ymdi f f es una función que esta compuesta de la diferen-

cia discreta de los valores consecutivos dem(n); además la función signo esta dada por la

siguiente ecuación:

signo[mdi f f (n)] =

8
><

>:

1; si mdi f f (n) � 0;

� 1; si mdi f f (n) < 0:
(14)

2.5.3.8. Relación de Energía entre Bandas (Band Energy Rate)

Esta característica mide la relación de energía contenida en dos bandas del espectro de una

señal, a diferencia de las demás características, se puede obtener muchos valores, según las

bandas de las cuales queramos encontrar su relación. La fórmula para hallar esta caracterís-

tica se calcula de acuerdo con la siguiente fórmula:

BER=
å a2

n= a1
(m(n))2

å b2
n= b1

(m(n))2
(15)

Dondem(n) es el valor de la magnitud en cada respectivo bin de frecuencian (la magnitud

del espectro en esa frecuencia),a1 y a2 son los bins de frecuencia que corresponden a los

límites de la primera banda que entrará a la relación,b1 y b2 son los bins de frecuencia

que corresponden a los límites de la segunda banda. Por ejemplo, en la �gura 20 se desea

hallar la relación entre dos bandas para cierta ventana, se ha marcado las áreas de energía

que corresponden a la energía concentrada en la baja frecuencia (área verde) entre la energía

concentrada en alta frecuencia (área azul), para este ejemplo en particular, el límite inferior

de la banda de baja frecuencia sería el primer bin (a1 = 1) y el límite superior de la banda de

alta frecuencia sería el ultimo bin (b2 = N), y además, ambos dividen exactamente en dos el

espectro total por lo que los límites restantes serían iguales (a2 = b1), solo quedaría de�nir

en exactamente que bin se desea dividir el espectro para de esta forma tener el valor para

todos los límites y poder calcular el valor de la relación de energía entre bandas según la
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ecuación 15.

Figura 20: Representación de la energía de dos bandas en una ventana de cierta señal, en

verde la banda de baja frecuencia y en azul la banda de alta frecuencia.

Fuente: https://github.com/musikalkemist/AudioSignalProcessingForML/

2.5.3.9. Tasa de Cruce por cero (Zero Crossing Rate)

A diferencia de las demás características, la tasa de cruce por cero es una característica

temporal que nos indica cuantas veces la señal cruza el nivel cero en el dominio del tiempo,

en otras palabras, es la cantidad de veces que la señal cruza de positivo a negativo y viceversa.

Esta medida consiste de un solo valor y se calcula de acuerdo con la siguiente fórmula:

ZCR= (
I � 1

å
i= 1

jsigno[x(i)] � signo[x(i � 1)]j)
f s
2I

(16)

Dondex es la amplitud de la señal en tiempo para cada muestrai, I es la cantidad total

de muestras de la señal yfs es la tasa de muestreo; además la función signo esta dada de

la misma forma que la ecuación 14, con la diferencia de que aquí aplicax(i) en lugar de

mdi f f (n).

2.5.4. Algoritmo de Machine Learning y Entrenamiento

La elección de este algoritmo es muy importante; este se elige según la tarea que se

quiere realizar, en la documentación de la libreríaScikit-learnse encuentra un esquema muy

útil y didáctico para elegir correctamente el algoritmo (ver �gura21).
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Figura 21: Esquema de ayuda para la elección de un algoritmo óptimo deMachine Lear-

ning

Fuente: Documentación de la Librería Python “Scikit-learn”

El entrenamiento de un modelo requiere de la elección de un algoritmo deMachine Lear-

ning, dos de los algoritmos más utilizados son los algoritmos de: K vecinos más cercanos

(K-Nearest-Neighbor) y Maquina de Vectores de Soporte (Support Vector Machineó Sup-

port Vector Classi�er), también se puede observar en el esquema de la �gura 21, que estos

dos algoritmos son los apropiados para trabajar en tareas de clasi�cación. Cabe mencionar

que cada algoritmo tiene parámetros que pueden ser modi�cados para manipular el proceso

de aprendizaje, estos parámetros son también llamados hiperparámetros y dependiendo de

los valores que se elija, el modelo puede tener mejores o peores resultados. A continuación

se presenta un breve detalle de ambos algoritmos:

2.5.4.1. K vecinos más cercanos (K-Nearest-Neighbor)

El algoritmo KNN (K-Nearest-Neighbor) es un tipo de algoritmo de aprendizaje supervisa-

do usado en regresión y clasi�cación. El algoritmo KNN sirve para realizar predicciones de

clases, para ello primero calcula la distancia entre el punto a predecir y los puntos de la data

de entrenamiento, luego selecciona los K puntos más cercanos al punto a predecir y calcula
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la clase con mayor probabilidad, osea, la clase con mayor número de muestras entre los k ve-

cinos, para �nalmente asignarle esta clase al punto a predecir. Para este trabajo, los “puntos”

a predecir y los “puntos” de entrenamiento vendrían siendo los vectores de características,

es decir, estos puntos vendrían siendo vectores en un espacio den-dimensiones (siendon la

longitud del vector de características).

La elección del valor de K, es muy importante y puede ser crucial para la correcta predic-

ción de una determinada muestra, por ejemplo, en la �gura 22 se observa los puntos azul y

verde que representan a la data de entrenamiento, allí se desea predecir la clase de la estrella

roja, si se elige K=3 se le asignaría una clase verde pero si se elige K=6 se le asignaría una

clase azul.

Figura 22: Espacio donde se muestran los puntos de entrenamiento correspondientes a dos

clases (azul y verde) y el punto, cuya clase se quiere predecir, representado por una estrella

siendo evaluada para un K=3 y un K=6.

Fuente: https://www.jcchouinard.com/k-nearest-neighbors/

A parte del valor de K, también se debe elegir si en la predicción de la clase, todos los

vecinos dentro de los K-vecinos tienen un voto uniforme, o si los que se encuentren más

cercanos tienen un voto con “más peso”, este hiperparámetro se le conoce como el valor de

“weigths” y puede tomar los dos valores explicados anteriormente: “uniform” o “distance”.

Otro hiperparámetro importante es el método que se utilizará para hallar la distancia,

existen varios métodos, la forma más simple de hallar la distancia, es utilizar la distancia

Euclídea, que es una línea recta calculada entre dos puntos en un plano n-dimensional. La

distancia de Manhattan, también llamada, distancia de cuadra de la ciudad, ya que se visua-
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liza como la distancia entre dos puntos que pasa por las líneas de una cuadrícula y no en una

línea recta directa (como si fueran las calles de una ciudad). La distancia Minkowski, es la

forma generalizada para las distancias Euclídea (r = 2) y Manhattan (r = 1).

8
>>>>><

>>>>>:

D:Euclidea: D(x;y) =
p

å n
i= 1 jxi � yi j2

D:Manhattan: D(x;y) = å n
i= 1 jxi � yi j

D:Minkowski: D(x;y) = ( å n
i= 1 jxi � yi jr )1=r

(17)

Dondex y y son los dos puntos cuya distancia se quiere encontrar, yn es la dimensionalidad

de los puntos.

2.5.4.2. Maquina de Vectores de Soporte (Support Vector Machine)

El algoritmo deSupport Vector Machine(SVM) es un algoritmo de aprendizaje supervisado

cuyo objetivo es dividir dos conjuntos de puntos de distintas clases mediante un hiperplano,

el algoritmo de SVM trata de encontrar la forma más óptima de realizar esta separación, de

forma que el plano se encuentre lo más separado posible de ambas clases, este margen de

separación esta de�nido por lo que se conoce como los vectores de soporte. En la �gura 23 se

observa el hiperplano hallado para los puntos de clases azul y rojo, en un plano bidimensional

el hiperplano es una línea, notar que, si simplemente quisiéramos separar las dos clases, la

línea podría ser gra�cada de varias formas, lo que hace el algoritmo de SVM es encontrar la

posición en la que esta línea tenga el margen máximo de separación entre ambas clases.
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Figura 23: En la primera imagen se ven los posibles hiperplanos para separar las clases,

en la segunda imagen, el hiperplano óptimo. Los puntos remarcados son los vectores de

soporte.

Fuente: https://towardsdatascience.com/support-vector-machine-introduction-to-machine-

learning-algorithms-934a444fca47

Ahora se hará una revisión de la teoría básica del algoritmo de SVM. Supongamos que

tenemos un conjunto de puntos de entrenamiento etiquetados tal como en la �gura 23, de

modo que cada punto esta de�nido por las dos variables:(x1;y1); :::::; (xi ;yi), tal quexi es el

punto que puede ser de N-dimensiones (xi 2 Â N) y yi es su etiqueta o clase; puesto que el

algoritmo SVM esta especializado para clasi�caciones binarias, entonces de forma general

yi debe ser +1 para clases positivas y -1 para clases negativas. De esta forma, el hiperplano

óptimo debe ser una función que pueda predecir elyi para unxi desconocido, si la data de

entrenamiento es linealmente separable, dicho hiperplano debe estar de�nido de la siguiente

forma:

8
><

>:

wTxi + b � 1 para todoxi 2 clasepositiva

wTxi + b � � 1 para todoxi 2 clasenegativa
(18)

Dondex representa la variable de entrada,w es un vector que representa pesos yb una

simple constante. De lo ya visto, la regla de decisión queda de la forma siguiente:

f (x) = signo[w:x+ b] (19)
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La optimización se puede resolver introduciendo un Lagrangiano de la siguiente forma:

L(w;b;a ) =
1
2

jjwjj2 �
N

å
i= 1

a i((xi :w)+ b) � 1 a = ( a i ; :::;a N) (20)

Dondea i � 0 son los multiplicadores de Lagrange que forman el vectora y N es el

número total de muestras en el Dataset de entrenamiento. Si se aplica el teorema de Kuhn-

Tucker, que declara que las derivadas parciales del lagrangianoL con respecto aw y b son

iguales a cero. Con este teorema se obtiene las siguientes condiciones:

8
><

>:

å N
i= 1a iyi = 0

w = å N
i= 1a iyixi = 0

(21)

Según el teorema,a i debe satisfacer las condiciones de Karush-Kuhn-Tucker, de modo

que las muestras delTraining Datasetque no entren en el margen óptimo deben tener un

a i nulo, siendo los demás, los vectores de soporte. Según lo explicado, la regla de decisión

podría quedar de la siguiente manera:

f (x) = signo[
N

å
i= 1

a iyi(xi :x j ) + b] (22)

Dondexi son los puntos de entrenamiento,x j es el nuevo punto que se desea clasi�car.

Finalmente, aunque solo se hará una breve introducción, es importante conocer el con-

cepto de Kernel para el algoritmo de SVM. Supongamos que nuestra data tiene la forma que

se muestra en la primera grá�ca de la �gura 24, en aquí se puede observar que las clases es-

tán claramente separadas y la clasi�cación no debería ser dí�cil, sin embargo el hiperplano

óptimo no podría ser encontrado, debido a que es imposible dibujar una línea recta que pue-

da dividir la data en dos secciones, para estos casos se usa el llamado “truco del kernel”, que

transforma el espacio donde se encuentran los puntos, de modo que, ahora es posible añadir

un nueva dimensión que haga posible la separación de las clases con un hiperplano, este

hiperplano en un plano transformado se puede observar en la segunda imagen de la �gura

24. La proyección resultante del hiperplano en el plano bidimensional se puede observar en

la tercera imagen.
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Figura 24: Transformación del espacio donde se encuentran los puntos de entrenamiento

mediante el “truco del Kernel”.

Fuente: https://sebastianraschka.com/faq/docs/select_svm_kernels.html

Los distintos tipos de kernel que usualmente se utilizan se pueden observar en la imagen

25, se muestran el kernel lineal, el kernel de base radial (RBF) y el kernel polinómico. Para

el presente proyecto, se trabajará con el kernel RBF, ya que es el kernel más utilizado y el

más óptimo para trabajar con tipos de data no lineales.
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Figura 25: Aplicación de distintos Kernels en una data de entrenamiento compuesta por 3

clases.

Fuente: https://scikit-learn.org/stable/modules/svm.html

Los hiperparámetros para el algoritmo SVM están ligados al Kernel, ya que para este

trabajo se utilizará el kernel RBF, entonces los hiperparámetros que se deben ajustar son

dos:C y gamma. El parámetrogammade�ne cuán lejos debe llegar la in�uencia de un solo

punto de la data de entrenamiento, bajos valores degammase corresponden a una in�uencia

más lejana, y valores altos a una in�uencia más cercana. El parámetroC de�ne cuánto tiene

permitido el algoritmo dejar pasar clasi�caciones erróneas, mientras más alto sea el valorC,

menos clasi�caciones erróneas se permitirán a la hora de calcular el hiperplano que separe

las clases, lo usual es que el valor deC tenga un valor medio, ya que un valor más bajo

puede permitir una mejor generalización de las clases con el costo de un número pequeño de

clasi�caciones erróneas. En la imagen 26 se puede observar que, aunque aparentemente los

modelos con valor altísimo de C generan la separación más perfecta, quizás el modelo más

óptimo sea uno que permita algunas clasi�caciones erróneas (como el observado conC = 1

y gamma= 0:1), esto debido a que ese par de clasi�caciones erróneas pueden ser simple-

mente valores atípicos que no representan a sus respectivas clases y no deberían in�uenciar

demasiado en el posicionamiento del hiperplano.
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